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Невизначеності параметрів моделей технічних і природничих процесів (період приробляння
деталей, вузлів машин чи агрегатів, імовірності перебування активного об’єкта на рубежах
області пошуків, температурна залежність в’язкості розплавів полімерних рециклатів, вибір

методу навчання нейронної мережі, вибір функції активації штучного нейрона)

Усунення невизначеностей

Використання імовірнісних
розподілів (попередньо
оцінених або заздалегідь
відомих) на множинах

можливих значень параметру

Використання антагоністичних
моделей (коли імовірнісні
розподіли на множинах

можливих значень параметру є
невідомими або їх оцінки є

невизначеними, “розмитими”)

Визначення математичного
сподівання досліджуваного

параметру
Розв’язок

антагоністичної
моделі у формі

чистої оптимальної
стратегії гравця

Розв’язок антагоністичної
моделі у формі

змішаної оптимальної
стратегії гравця

Реалізація змішаної
оптимальної стратегії за
скінченну кількість

розігрувань
(вимірювань, пострілів, 
певних діях стосовно

об’єкта досліджень тощо)

Наукова проблема, породжена моделюванням
технічних і природничих процесів зі скінченною

кількістю невизначених параметрів

Романюк В. В. Модель багатоетапного процесу прийняття рішень за умов невизначеностей та використання принципу мінімакса



Наукова проблема: застосування принципу
оптимальності у матричних іграх як моделях
прийняття рішень за умов невизначеності до
випадків, коли кількість розігрувань (реалізацій гри) 
є скінченною.

Мета дослідження: побудова основ математичного
моделювання процесів комп’ютерної реалізації
принципу оптимальності в матричних іграх з
урахуванням скінченності кількості реалізацій гри.

3Наукова проблема та мета дослідження

Романюк В. В. Модель багатоетапного процесу прийняття рішень за умов невизначеностей та використання принципу мінімакса



Об’єкт дослідження: багатоетапні процеси з
невизначеностями, усунення яких моделюються
як антагоністичні ігри.

Предмет дослідження: оптимальна поведінка в
антагоністичних ігрових моделях за умов
скінченної кількості їх реалізацій.

4Об’єкт та предмет дослідження

Романюк В. В. Модель багатоетапного процесу прийняття рішень за умов невизначеностей та використання принципу мінімакса



5Спектри оптимальних стратегій у матричній грі
та відповідні їм вектори ненульових імовірностей
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Модель обирання чистих стратегій
зі спектрів (1) і (3) 6
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7Задача для другого гравця
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8Функція допуску втрат для задачі (7), (8)

( ) ( )2 20 1g g< δ < δ −  2,g G∀ =              (9)
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9Задача для першого гравця
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( ) ( )1 10 1g g< δ < δ −  2,g G∀ =              (16)
 

              (17)
 

          (18)
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1 1
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g
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β

                          (19)

 

, 1 1a =        (20)

10Функція допуску втрат для задачі (14), (15)
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У g -й партії гри, де 2,g G= , перший гравець 

після вибору другим гравцем у попередній ( )1g − -й
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11Спеціальне представлення спектральної частини (4)
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Коригування спектральної частини (4)
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Модель обирання чистих стратегій зі спектру (3) 
для випадку скінченної кількості реалізацій гри 13
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( ) ( )2 20 1g g< δ < δ −  2,g G∀ =              (9)
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Теорема 1. Середній виграш першого гравця
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Граничне значення виграшу першого гравця
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18Оцінка середнього виграшу першого гравця
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20Схема нейронної MATLAB-мережі та її навчання
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21Порівняння навчальних функцій алгоритму зворотного
поширення нейронної MATLAB-мережі за результатами
розпізнавання символів з побітовим відображенням

Number i  
of BPATF 

BPATF name in 
MATLAB 7.14 Description Recognition Error 

Rate 

Taken period 
for getting the 
trained FFNN, 

seconds 
Порядковий 

номер 
навчальної 
функції 

Назва функції 
у MATLAB 7.14 Опис Рівень помилок 

розпізнавання 

Період 
навчання у 
секундах 

1 trainbfg BFGS quasi-Newton backpropagation more than 0.800 5.3 
2 trainbr Bayesian Regulation backpropagation 0.100 151.2 

3 traincgb Conjugate gradient backpropagation with 
Powell — Beale restarts 

more than 0.600 390.6 

4 traincgf Conjugate gradient backpropagation with 
Fletcher — Reeves updates 

more than 0.800 98.8 

5 traincgp Conjugate gradient backpropagation with 
Polak — Ribiere updates 

more than 0.500 48.6 

6 traingd Gradient descent backpropagation 0.130 142.5 

7 traingda Gradient descent with adaptive lr 
backpropagation 

0.127 21.8 

8 traingdm Gradient descent with momentum 0.132 144.3 

9 traingdx Gradient descent w/momentum & adaptive 
lr backpropagation 

0.127 22.4 

10 trainlm Levenberg — Marquardt backpropagation more than 0.200 25.9 
11 trainoss One step secant backpropagation more than 0.550 446.2 
12 trainrp RPROP backpropagation more than 0.350 15.1 
13 trainscg Scaled conjugate gradient backpropagation 0.133 6.7 
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Визначення 2x6-матриці для задачі прийняття рішень
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×
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0.752 0.977 0.955 0.993 0.955 1
1 0.943 0.144 0.954 0.148 0.044
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= ⎢ ⎥
⎣ ⎦

(28)

Визначення 2x6-матриці для задачі прийняття рішень
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Якщо приймати рівень помилок розпізнавання

та період навчання рівноцінними, тобто з вагами
[ ]0.5 0.5 , тоді 

 

( ) { }* 1 21, 6
arg min 6u uu

u h h
=

∈ + = ,  
* 6 13uj j= = .      (29)

 

Якщо приймати рівень помилок розпізнавання
та період навчання з вагами [ ]0.75 0.25 , тоді 

 

{ }* 1 21, 6

3 1arg min 3
4 4u uu

u h h
=

⎛ ⎞∈ + =⎜ ⎟
⎝ ⎠

,   
* 3 7uj j= = .   (30)

*uj  Назва функції 
у MATLAB 7.14 Опис Рівень помилок 

розпізнавання 
Період навчання 

у секундах 

7 traingda Gradient descent with adaptive lr 
backpropagation 0.127 21.8 

13 trainscg Scaled conjugate gradient backpropagation 0.133 6.7 

Розв'язування ЗПР з транспонованою матрицею (28)
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             (31)

 
 
 
 
 
 
 

{ }
( ){ }opt ER2, 6, 7, 8, 9, 13

max 100 0.1063j

j
v r

∈
⋅ ≈�         (32)

 

{ }
( ){ }opt 2, 6, 7, 8, 9, 13

max 100 120.88jj
v p

∈
⋅ ≈�          (33)

j  Назва функції 
у MATLAB 7.14 Опис Рівень помилок 

розпізнавання 
Період навчання 

у секундах 
2 trainbr Bayesian Regulation backpropagation 0.100 151.2 

7 traingda Gradient descent with adaptive lr 
backpropagation 

0.127 21.8 

25Гарантовані параметри MATLAB-нейромережі
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×
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1

1,
max

j
j

nn N

p
w

p
=

= ,  2

1,
max

j
j

nn N

t
w

t
=

= ,  3

1,
max

j
j

nn N

u
w

u
=

=     (35)

 

,        (36)
 

де 
 

 

 

26Оптимальне комбінування алгоритмів навчання
нейронної мережі з рівнем помилок розпізнавання
за часом навчання при об’ємі споживаних ресурсів
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max 0.05p = ,  max 60t = ,  max 16u =             (37)

 

{ } { }4

1
0.034, 0.036, 0.04, 0.032j j

p
=
=          (38)

 

{ } { }4

1
54, 51.3, 37.8, 52.92j j

t
=
=              (39)

 

{ } { }4

1
12.125, 9.375, 9.375, 12.5j j

u
=
=          (40)

 

3 4

0.85 0.9 1 0.8
1 0.95 0.7 0.98

0.97 0.75 0.75 1
ijk

×

⎛ ⎞
⎜ ⎟⎡ ⎤= =⎣ ⎦ ⎜ ⎟
⎜ ⎟
⎝ ⎠

K       (41)

Приклад формування матриці з елементами (35) 
для нейронної мережі з трьома параметрами
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            (42)
 

opt
193 0.8813
219

v = ≈                        (43)
 

opt
1, 4

193max 54 47.589
219n

n
v t

=
⋅ = ⋅ ≈               (44)

 

opt
1, 4

193max 0.04 0.03525
219n

n
v p

=
⋅ = ⋅ ≈            (45)

 

opt
1, 4

193max 12.5 11.016
219n

n
v u

=
⋅ = ⋅ ≈              (46)
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Оптимальна стратегія дослідника у розв'язку
відповідної 3x4-гри з матрицею (41) і гарантовані

параметри MATLAB-нейромережі



Матриця 9*10-гри для прикладу процесу зміни
середнього виграшу першого гравця 29
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30Процес зміни середнього виграшу першого гравця
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31Процес зміни середнього програшу другого гравця
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32Процес зміни середнього програшу другого гравця
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Задачі для утримання нерівності (8) і розв'язування
опуклих ігор 33

( ) ( )
1

supp , supp ,
1

1min ,
s

g

jG
m

v m v y g
g

−

=

⎧ ⎫⎛ ⎞⎪ ⎪+ =⎜ ⎟⎨ ⎬⎜ ⎟⎪ ⎪⎝ ⎠⎩ ⎭
∑X Y

� � �  

( ) ( )
1

supp , supp ,
1 1

1min
k s k

g K

i j iG
m k

v m w p g
g

−

= =

⎧ ⎫⎛ ⎞⎪ ⎪= +⎜ ⎟⎨ ⎬⎜ ⎟⎪ ⎪⎝ ⎠⎩ ⎭
∑ ∑X Y

� � ,  

1,g G=                                    (7)
 

( )opt opt,v K x y=                         (47)
 

( ) ( )1 1
opt opt 1 opt opt 21 0p x r p x r⎡ ⎤+ − =⎣ ⎦            (48)

( ) [ ]1
opt opt 0; 1p x ∈                         (49)
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Задачі для розв'язування опуклих ігор та звуження
множини оптимальних стратегій дослідника 34

{ }1 2
opt opt opt,X x x=                        (50)

 

( ) ( ){ }{ }1 2
opt opt opt opt opt, ,X p x p x              (51)

, 

,                       (52)
 

, ,        (53)
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( )q y ∈
��  

Задача оцінювання наслідків застосування
оптимальних стратегій для звуження множини

оптимальних стратегій дослідника
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1. Розвинуто класичний принцип оптимальності в матричних
іграх у розробленій моделі поетапної реалізації
оптимальної змішаної стратегії як багатоетапному процесі
прийняття рішень з урахуванням скінченності горизонту
розігрувань (епох навчання нейромережі, вимірювань
випадкових величин, пострілів по цілі, пошуку активного
об’єкта, певних діях стосовно об’єкта досліджень тощо). 
Застосування цієї моделі передбачає скінченний спектр
оптимальної стратегії, тому для континуальних
антагоністичних ігор з нескінченним спектром оптимальної
стратегії гравця необхідно застосовувати дискретизацію.

36Основні висновки по роботі
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Основні висновки по роботі
2. На прикладі нейромережі із прямим зв’язком для розпізнавання символів з

побітовим відображенням під впливом шуму показано, що навчання
нейромережі може бути здійснено за декількома способами алгоритму
зворотного поширення, кожен з яких надає відповідних значень основним
параметрам нейромережі (період навчання, рівень помилок, об’єм
споживаних ресурсів тощо). 

3. Виявлено, що вибір єдиного способу навчання нейромережі не може
здійснюватись за розв’язком відповідної задачі прийняття рішень, оскільки
різним допустимим варіантам її байєсифікації відповідають різні способи
навчання. Однак завдяки тому, що процес навчання нейронної мережі є
багатоетапним, можливе деяке комбінування цих способів, результатом
якого буде оптимізація значень параметрів нейромережі. 

4. Для оптимізації періоду навчання нейромережі та зменшення рівня
помилок розпізнавання визначено оптимальну комбінацію навчальних
функцій алгоритму зворотного поширення за оптимальною стратегією
другого гравця у матричній грі, де стратегією першого гравця є
співвідношення ваг параметрів нейромережі (періоду навчання, рівня
помилок, об’єму ресурсів тощо). 

5. Для практичної реалізації цієї комбінації запропоновано математичні
моделі процесів комп’ютерної реалізації оптимальних змішаних стратегій в
антагоністичних іграх з урахуванням того, що кількість партій гри (кількість
етапі навчання нейромережі) є скінченною. 

36
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6. Показано, що розроблена модель комп’ютерної реалізації
оптимальної змішаної стратегії в антагоністичних іграх може
бути використана для реалізації оптимальних поведінок в
безкоаліційних іграх з невідомою заздалегідь кількістю
партій гри. Розроблено комплекс програмних засобів для
комп’ютерної реалізації оптимальних змішаних стратегій в
діадичній грі трьох осіб як моделі охорони навколишнього
середовища.

36Основні висновки по роботі
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УДК 519.832.3 

В. В. Романюк 

 

СХОДИМОСТЬ И ОЦЕНКА СРЕДНЕГО ВЫИГРЫША В ОДНОЙ МОДЕЛИ 

ПРОЦЕССА КОМПЬЮТЕРНОЙ РЕАЛИЗАЦИИ ПРИНЦИПА ОПТИМАЛЬНОСТИ  

В МАТРИЧНЫХ ИГРАХ С ВИДИМЫМ ГОРИЗОНТОМ РАЗЫГРЫВАНИЙ 

 
Представляется одна процедура практической реализации принципа оптимальности в 

матричных играх с пустым множеством седловых точек в чистых стратегиях, где количество 

разыгрываний является заведомо известным или ограниченным. Доказывается сходимость этой 

процедуры, а также показывается оценка среднего выигрыша или проигрыша участвующего в ней 

игрока. 

Ключевые слова: матричная игра, пустое множество седловых точек в чистых стратегиях, 

количество разыгрываний, практическая реализация принципа оптимальности, сходимость 

процедуры. 

Представляється одна процедура практичної реалізації принципу оптимальності в матричних 

іграх з порожньою множиною сідлових точок у чистих стратегіях, де кількість розігрувань є 

заздалегідь відомою або обмеженою. Доводиться збіжність цієї процедури, а також показується 

оцінка середнього виграшу або програшу гравця, що бере участь у ній. 

Ключові слова: матрична гра, порожня множина сідлових точок у чистих стратегіях, кількість 

розігрувань, практична реалізація принципу оптимальності, збіжність процедури. 

There is represented a procedure of practicing the optimality principle in matrix games with the 

empty set of saddle points in pure strategies, where the number of plays is surely known or limited. This 

procedure convergence is proved, and also there is shown an estimation of the averaged win payoff or 

loss payoff of the player, participating in it. 

Key words: matrix game, empty set of saddle points in pure strategies, number of plays, 

practicing the optimality principle, procedure convergence. 

 

Вступление 

 
Антагонистическое моделирование находит своё практическое применение не только, 

как это принято полагать, в социально-экономической сфере, но и в некоторых технико-

технологических процессах, где возникает конфликтное взаимодействие на этапах 

оценивания точечных или функциональных параметров этих процессов [1, 2]. Задачи 

решения антагонистических игр возникают и при решении кооперативных игр [3, 4], 

моделирующих многосторонние конфликты. При этом, выполняя дискретизацию множеств 

чистых стратегий игроков, антагонистическую игру всегда можно свести к матричной, 

получая её точное или приближённое решение [5, 6]. И для получения эффекта 

моделирования остаётся это решение применить [1, 2, 7, 8] на практике. 
 

Методы управления и оценивания в условиях неопределённости 
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Формулировка проблемы 

 

Конечно, если матричная M N× -игра с матрицей выигрыша ij M N
w

×
⎡ ⎤= ⎣ ⎦W  и 

множествами { } 1

M
i i

X x
=

=  и { }
1

N
j j

Y y
=

=  чистых стратегий первого и второго игроков 

соответственно имеет решение в чистых стратегиях, то это решение элементарно 

используется на практике выбором оптимальной или оптимальных стратегий и, собственно, 

сама игра перестаёт быть игрой как таковой [3, 4, 6]. Если же эта матричная игра не решается 

в чистых стратегиях, то первый игрок вынужден использовать смешанную стратегию 

 

[ ]1 2 Mp p p= ∈P … P  

 

как элемент фундаментального ( )1M − -мерного симплекса 

 

[ ] [ ]1 2
1

: 0; 1 1, , 1
M

M
M i i

i

p p p p i M p
=

⎧ ⎫⎪ ⎪= ∈ ∈ ∀ = =⎨ ⎬
⎪ ⎪⎩ ⎭

∑… \P ,                       (1) 

 

а второй игрок вынужден использовать смешанную стратегию 

 

[ ]1 2 Nq q q= ∈Q … Q  

 

как элемент фундаментального ( )1N − -мерного симплекса 

 

[ ] [ ]1 2
1

: 0; 1 1, , 1
N

N
N j j

j

q q q q j N q
=

⎧ ⎫⎪ ⎪= ∈ ∈ ∀ = =⎨ ⎬
⎪ ⎪⎩ ⎭

∑… \Q ,                        (2) 

 

получая при этом в ситуации { },P Q  выигрыш и проигрыш 

 

( ) T

1 1

,
M N

i j ij
i j

v p q w
= =

= ⋅ ⋅ =∑∑P Q P W Q                                              (3) 

 

соответственно. Да, значение (3) оптимизируется до значения ( )opt opt opt,v v= P Q  на 
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оптимальной ситуации { }opt opt,P Q , где 

 
opt opt opt

opt 1 2
M

Mp p p⎡ ⎤= ∈ ⊂⎣ ⎦P … \P                                         (4) 

 

и 

 
opt opt opt

opt 1 2
N

Nq q q⎡ ⎤= ∈ ⊂⎣ ⎦Q … \Q ,                                         (5) 

 

которая всегда существует в игре , ,X Y W , давая игрокам возможность уравновеситься в 

силу двойного неравенства 

 
T T T
opt opt opt opt⋅ ⋅ ⋅ ⋅ ⋅ ⋅P W Q P W Q P W Q   ∀ ∈P P  и ∀ ∈Q Q .                        (6) 

 

Однако это равновесие понимается лишь в смысле математического ожидания выигрыша 

первого игрока, случайной величины [3, 4], значениями которой являются элементы матрицы 

W . И это подразумевает бесконечно большое или неограниченное количество испытаний 

(разыгрываний). В реальном же явлении или процессе, моделируемом матричной игрой, 

количество разыгрываний G  является конечным, и игроки сталкиваются с проблемой 

выбора конкретной чистой стратегии в каждом разыгрывании. Частично эта проблема 

устраняется путём привязки спектров 

 

{ } { }opt
opt 1

supp : 0
k

K

i i i k
x X p x

=
= ∈ > =P                                              (7) 

 

и 

 

{ } { }opt
opt 1

supp : 0
l

L

j j j l
y Y q y

=
= ∈ > =Q                                             (8) 

 

к вероятностным наборам 

 

1 2 1

opt opt opt opt
opt K K

K
i i i ip p p p

−
⎡ ⎤= ⎣ ⎦P …                                            (9) 
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и 

 

1 2 1

opt opt opt opt
opt L L

L
j j j jq q q q

−
⎡ ⎤= ⎣ ⎦Q … ,                                          (10) 

 

где разыгрываются K -мерная и L -мерная случайные величины [9, 10] согласно (9) и (10), 

K M , 1k ki i +<  1, 1k K∀ = −  при { } 1
M

k ii i
=

∈  1,k K∀ =  и L N , 1l lj j +<  1, 1l L∀ = −  при 

{ } 1

N
l jj j

=
∈  1,l L∀ = . Но ведь, вообще говоря, G∈` , так что при достаточно малых G , не 

трогая уже случай с 1G = , игрок просто не успевает применить некоторые стратегии из 

спектра (7) или (8), что делает ситуацию { }opt opt,P Q  нереализуемой, а значение 

( )opt opt opt,v v= P Q  стаёт недостижимым. С другой стороны, игроки, оптимизируя свои 

выигрыш и проигрыш соответственно на протяжении G  разыгрываний, находятся в 

процессе уравновешивания их средних значений, поэтому число optv  может быть достигнуто 

условно, с некоторой уступкой. Такой подход показан в [11], где для каждого из игроков 

введены функции допусков потерь ( )1 gδ  и ( )2 gδ , 1,g G= , формируемые под условием их 

монотонного убывания. 

 

Цель статьи 

 

Необходимо доказать, что использование игроками монотонно убывающих функций 

допусков потерь не противоречит принципу оптимальности в антагонистических играх, то 

есть в граничном переходе величина среднего выигрыша игрока с учётом уступки как 

значения функции допусков потерь стремится к числу ( )opt opt opt,v v= P Q . Также покажем 

оценку среднего выигрыша игрока в первых g  разыгрываниях, 1,g G= . 

 

Сходимость и оценки процедуры практической (компьютерной) реализации  

принципа оптимальности в матричных играх 
 
В каждой партии игры игроки сначала предварительно выбирают чистые стратегии из 

спектров (7) и (8) с помощью разыгрывания, например, одномерной случайной величины. 

Первый игрок разыгрывает равномерно распределённую на единичном полусегменте [ )0; 1  

случайную величину Θ  [12], и если её значение 
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1
opt opt

1 1

;
k k

u u

i i
k k

p p
−

= =

⎡ ⎞
θ∈ ⎟⎢ ⎟⎢⎣ ⎠
∑ ∑                                                       (11) 

 

для { }1,u K∈  [11, 12], то он предварительно выбирает чистую стратегию 
ui

x . Аналогично 

второй игрок разыгрывает равномерно распределённую на единичном полусегменте [ )0; 1  

случайную величину Ξ , и если её значение 

 
1

opt opt

1 1

;
l l

z z

j j
l l

q q
−

= =

⎡ ⎞
ξ∈ ⎟⎢ ⎟⎢⎣ ⎠
∑ ∑                                                       (12) 

 

для { }1,z L∈ , то он предварительно выбирает чистую стратегию 
zj

y . Заметим, что здесь 

игроки пока ещё не используют предварительно выбранные стратегии, а лишь формально их 

фиксируют. 

Реальный выигрыш первого игрока в g -м разыгрывании [11, 13] обозначим через 

( )v g , 1,g G= . Полагаем, что игроки придерживаются принципа оптимальности, то есть 

среди выбранных ими чистых стратегий нет тех, которые не входят в спектры (7) и (8). Тогда 

каждый раз, получая некий выигрыш ( )v g , первый игрок может по элементам со значением 

( )v g  матрицы W  определить, какой именно чистой стратегией из спектра (8) 

воспользовался его оппонент в g -й партии игры. Второй игрок действует аналогично. 

Если во время g -й партии игры (ещё не разыгранной) для предварительно 

зафиксированной стратегии 
ti

x , { } 1

K

kt k
=

∈ , имеет место неравенство 

 

( ) ( )
1

1 1

1
t l l

g L

i j j
m l

v m w q g
g

−

= =

⎛ ⎞
+ =⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑  

( ) ( ) ( )
1

opt 1
1

1 ,
t

g

i
m

v m v x g v g
g

−

=

⎛ ⎞
= + < − δ⎜ ⎟⎜ ⎟

⎝ ⎠
∑ �                                          (13) 

 

с некоторой функцией допусков потерь ( )1 gδ  первого игрока, ( ) ( )1 10 1g g< δ < δ −  

2,g G∀ = , где второй игрок в ( )1g − -й партии игры воспользовался чистой стратегией 
sj

y , 
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{ } 1

L

ls l
=

∈ , 

 

( ) ( ) ( ) ( )
1 2 1 opt1 1 1 1

L L

L
j j j jq q q q

−
⎡ ⎤ = =⎣ ⎦ Q…  

( ) ( ) ( ) ( )1 2 11 1 1 1L Lc c c c
G G G G

−⎡ ⎤
= ⎢ ⎥
⎣ ⎦

… ,                                          (14) 

( ) opt1
ll jc Gq=  1,l L∀ = ,                                                      (15) 

( ) ( ) ( ) ( )1 sign 1 11 1
2s

ss s
j

c gc g c g
q g

G G
+ − −⎡ ⎤− − ⎣ ⎦= ⋅ = =  

( ) ( )
( )

( )1 sign 1 11 1
1

1 2s

ss
j

s

c gc g
q g

c g
+ − −⎡ ⎤− − ⎣ ⎦= − ⋅

−
,                                    (16) 

( ) ( )1
l lj jq g q g= − ×  

( ) ( )
( )

( )1 sign 1 11 1
1 1

1 2s

ss
j

s

c gc g
q g

c g

⎛ ⎞+ − −⎡ ⎤− − ⎣ ⎦× − − ⋅ ×⎜ ⎟⎜ ⎟−⎝ ⎠
 

( ) ( )1
1 1

s

l
j

c g
q g

G
−

⎡ ⎤× − − =⎣ ⎦ , { } { }1, \l L s∀ ∈ ,                                     (17) 

 

то первый игрок разыгрывает случайную величину Θ  до того момента [11, 13], пока для 

некоторой чистой стратегии 
ri

x , { } 1
K
kr k
=

∈ , не будет выполнено неравенство 

 

( ) ( )
1

1 1

1
r l l

g L

i j j
m l

v m w q g
g

−

= =

⎛ ⎞
+ =⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑  

( ) ( ) ( )
1

opt 1
1

1 ,
r

g

i
m

v m v x g v g
g

−

=

⎛ ⎞
= + − δ⎜ ⎟⎜ ⎟

⎝ ⎠
∑ � .                                        (18) 

 

Если во время g -й партии игры для предварительно зафиксированной стратегии 
hj

y , 

{ } 1

L

lh l
=

∈ , имеет место неравенство 

 

( ) ( )
1

1 1

1
k h k

g K

i j i
m k

v m w p g
g

−

= =

⎛ ⎞
+ =⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑  
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( ) ( ) ( )
1

opt 2
1

1 ,
h

g

j
m

v m v y g v g
g

−

=

⎛ ⎞
= + > + δ⎜ ⎟⎜ ⎟

⎝ ⎠
∑ �                                         (19) 

 

с некоторой функцией допусков потерь ( )2 gδ  второго игрока, ( ) ( )2 20 1g g< δ < δ −  

2,g G∀ = , где первый игрок в ( )1g − -й партии игры воспользовался чистой стратегией 
ri

x , 

{ } 1
K
kr k
=

∈ , 

 

( ) ( ) ( ) ( )
1 2 1 opt1 1 1 1

K K

K
i i i ip p p p

−
⎡ ⎤ = =⎣ ⎦ P…  

( ) ( ) ( ) ( )1 2 11 1 1 1K Kd d d d
G G G G

−⎡ ⎤
= ⎢ ⎥
⎣ ⎦

… ,                                        (20) 

( ) opt1
kk id Gp=  1,k K∀ = ,                                                     (21) 

( ) ( ) ( ) ( )1 sign 1 11 1
2r

rr r
i

d gd g d g
p g

G G
+ − −⎡ ⎤− − ⎣ ⎦= ⋅ = =  

( ) ( )
( )

( )1 sign 1 11 1
1

1 2r

rr
i

r

d gd g
p g

d g
+ − −⎡ ⎤− − ⎣ ⎦= − ⋅

−
,                                   (22) 

( ) ( )1
k ki ip g p g= − ×  

( ) ( )
( )

( )1 sign 1 11 1
1 1

1 2r

rr
i

r

d gd g
p g

d g

⎛ ⎞+ − −⎡ ⎤− − ⎣ ⎦× − − ⋅ ×⎜ ⎟⎜ ⎟−⎝ ⎠
 

( ) ( )1
1 1

r

k
i

d g
p g

G
−

⎡ ⎤× − − =⎣ ⎦ , { } { }1, \k K r∀ ∈ ,                                    (23) 

 

то второй игрок разыгрывает случайную величину Ξ  до того момента, пока для некоторой 

чистой стратегии 
sj

y , { } 1

L

ls l
=

∈ , не будет выполнено неравенство 

 

( ) ( )
1

1 1

1
k s k

g K

i j i
m k

v m w p g
g

−

= =

⎛ ⎞
+ =⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑  

( ) ( ) ( )
1

opt 2
1

1 ,
s

g

j
m

v m v y g v g
g

−

=

⎛ ⎞
= + + δ⎜ ⎟⎜ ⎟

⎝ ⎠
∑ � .                                       (24) 

 

Хотя монотонно убывающие функции допусков потерь ( )1 gδ  и ( )2 gδ  каждый игрок 
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определяет самостоятельно, всё же в работе [11] предложен следующий вид этих функций: 

 

( ) 1
1

n

n
a

n

g
g g

δ =

β

, 0nβ > , 0na > , { }1, 2n∈ .                                      (25) 

 

Очевидно, что во время первой партии игры, когда 1g =  и ещё ничего не известно о 

предыстории разыгрываний, для нижнего lowV  и верхнего upV  значений игры должно быть 

 

( ) ( ) 11

1 opt low opt 1,1,
max min ijj Ni M

v V v w
−−

==
β − = − ,                                        (26) 

( ) ( ) 11

2 up opt opt1, 1,
min max ijj N i M

V v w v
−−

= =
β − = − .                                         (27) 

 

Тогда имеет место следующее утверждение о сходимости изложенной модели практической 

реализации принципа оптимальности, то есть реального использования игроками стратегий 

(4) и (5). 

Теорема 1. В матричной M N× -игре { } { }1 1
, ,

NM
i j iji M Nj

x y w
= ×=

⎡ ⎤⎣ ⎦  используемая 

игроками процедура (11), (13) — (18) и (12), (19) — (24) с функциями допусков потерь (25) 

для практической реализации принципа оптимальности является сходящейся в смысле 

 

( ) ( ) ( ) ( )
1 1

opt
1 1

1 1lim , lim ,
r s

g g

i jg g
m m

v m v x g v v m v y g
g g

− −

→∞ →∞
= =

⎛ ⎞ ⎛ ⎞
+ = = +⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟

⎝ ⎠ ⎝ ⎠
∑ ∑� � .                     (28) 

 

Доказательство. Первый игрок выбирает свою чистую стратегию 
ri

x , { } 1

K

kr k
=

∈ , 

исходя из условия (18), откуда получается 

 

( ) ( ) ( )
1

opt 1
1

1lim , lim
r

g

ig g
m

v m v x g v g
g

−

→∞ →∞
=

⎛ ⎞
⎡ ⎤+ − δ =⎜ ⎟ ⎣ ⎦⎜ ⎟

⎝ ⎠
∑ �  

1

opt opt1

1

1lim
g

a

v v
g g

→∞

⎛ ⎞
⎜ ⎟

= − =⎜ ⎟
⎜ ⎟β⎝ ⎠

, 
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то есть 

 

( ) ( )
1

opt
1

1lim ,
r

g

ig
m

v m v x g v
g

−

→∞
=

⎛ ⎞
+⎜ ⎟⎜ ⎟

⎝ ⎠
∑ � .                                             (29) 

 

С другой стороны, второй игрок выбирает свою чистую стратегию 
sj

y , { } 1

L

ls l
=

∈ , исходя из 

условия (24), откуда 

 

( ) ( ) ( )
1

opt 2
1

1lim , lim
s

g

jg g
m

v m v y g v g
g

−

→∞ →∞
=

⎛ ⎞
⎡ ⎤+ + δ =⎜ ⎟ ⎣ ⎦⎜ ⎟

⎝ ⎠
∑ �  

2

opt opt1

2

1lim
g

a

v v
g g

→∞

⎛ ⎞
⎜ ⎟

= + =⎜ ⎟
⎜ ⎟β⎝ ⎠

, 

 

то есть 

 

( ) ( )
1

opt
1

1lim ,
s

g

jg
m

v m v y g v
g

−

→∞
=

⎛ ⎞
+⎜ ⎟⎜ ⎟

⎝ ⎠
∑ � .                                             (30) 

 

В левых частях (29) и (30) под знаком предела находятся значения ( ),
ri

v x g�  и ( ),
sj

v y g� , 

являющиеся одним и тем же — ожидаемым выигрышем первого игрока в g -м 

разыгрывании. Поэтому и левые части неравенств (29) и (30) являются равными. А 

одновременное выполнение этих неравенств записывается как (28). Теорема доказана. 

Важным с точки зрения тактики разыгрываний и прогноза фактического исхода 

конфликта [3, 7, 13] является оценивание среднего выигрыша игрока в первых g  

разыгрываниях, 1,g G= . 

Теорема 2. В матричной M N× -игре { } { }1 1
, ,

NM
i j iji M Nj

x y w
= ×=

⎡ ⎤⎣ ⎦  при использовании 

первым игроком процедуры (11), (13) — (18) с функцией допусков потерь (25), 1n = , 

справедлива оценка 
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( ) ( )

1

1

1

1

1

opt low1

1
1

1
1 ,

r

a
a

g

i a
am

v g V

v m v x g
g

g

+

−

+
=

⎛ ⎞
− +⎜ ⎟

⎜ ⎟⎛ ⎞ ⎝ ⎠+⎜ ⎟⎜ ⎟
⎝ ⎠
∑ � .                                   (31) 

 

В этой же игре при использовании вторым игроком процедуры (12), (19) — (24) с функцией 

допусков потерь (25), 2n = , справедлива оценка 

 

( ) ( )

2

2

2

2

1

opt up1

1
1

1
1 ,

s

a
a

g

j a
am

v g V

v m v y g
g

g

+

−

+
=

⎛ ⎞
− +⎜ ⎟

⎜ ⎟⎛ ⎞ ⎝ ⎠+⎜ ⎟⎜ ⎟
⎝ ⎠
∑ � .                                   (32) 

 

Доказательство. Из соотношения (26) для функции допусков потерь первого игрока 

( )
1

1

11

1 1

a
ag g

−+⎛ ⎞
δ = β⎜ ⎟

⎜ ⎟
⎝ ⎠

 получается opt low
1

1v V−
β

, что даёт 

 

( )
1 1

1 1

opt low
11 1

1

1
a a
a a

v V
g

g g
+ +

−
δ =

β

, 

( )
1 1

1 1

opt low low opt
1 1 1a a

a a

v V V v
g

g g
+ +

− −
−δ − = .                                              (33) 

 

Подставляя (33) в правую часть (18), получаем оценку среднего выигрыша первого игрока в 

первых g  разыгрываниях, 1,g G= : 

 

( ) ( ) ( )
1

opt 1
1

1 ,
r

g

i
m

v m v x g v g
g

−

=

⎛ ⎞
+ − δ⎜ ⎟⎜ ⎟

⎝ ⎠
∑ �  

1

1

1 1

1 1

1

opt low
low opt

opt 1 1

1
a
a

a a
a a

v g V
V v

v
g g

+

+ +

⎛ ⎞
⎜ ⎟− +
⎜ ⎟− ⎝ ⎠+ = ,                                         (34) 

 

откуда немедленно следует (31). Для второго игрока аналогично: 
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up opt
2

1V v−
β

, ( )
2 2

2 2

up opt
21 1

2

1
a a
a a

V v
g

g g
+ +

−
δ =

β

                                       (35) 

 

и, подставляя (35) в (24), получаем оценку среднего проигрыша второго игрока в первых g  

разыгрываниях, 1,g G= : 

 

( ) ( ) ( )
1

opt 2
1

1 ,
s

g

j
m

v m v y g v g
g

−

=

⎛ ⎞
+ + δ⎜ ⎟⎜ ⎟

⎝ ⎠
∑ �  

2

2

2 2

2 2

1

opt up
up opt

opt 1 1

1
a
a

a a
a a

v g V
V v

v
g g

+

+ +

⎛ ⎞
⎜ ⎟− +
⎜ ⎟− ⎝ ⎠+ = ,                                          (36) 

 

откуда немедленно следует (32). Теорема доказана. 

 

Заключение 

 

Процедура (11), (13) — (18) и (12), (19) — (24) с функциями допусков потерь (25) для 

практической реализации принципа оптимальности (6) в матричных играх (МИ) с пустым 

множеством седловых точек в чистых стратегиях (ПМСТЧС) с видимым горизонтом 

разыгрываний G∈`  (ВГР) легко имплементируется в любую программную среду, 

контролирующую ход разыгрываний и, если это необходимо, выдающую рекомендации 

игрокам по применению тех или иных чистых стратегий из спектров (7), (8). Эта процедура, 

являясь моделью процесса компьютерной реализации принципа оптимальности в МИ с 

ПМСТЧС с ВГР G∈` , может выполняться и без участия игрока, от которого требуется 

лишь задание количества будущих разыгрываний G . Поскольку её сходимость доказана в 

Теореме 1, то она отображает принцип оптимальности в МИ с ПМСТЧС в условиях ВГР, 

когда число партий игры или известно заведомо, или просто ограничено. А оценки (31) и 

(32) гарантируют получение средних выигрыша и проигрыша первым и вторым игроком 

соответственно. 
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СХОДИМОСТЬ И ОЦЕНКА СРЕДНЕГО ВЫИГРЫША В ОДНОЙ МОДЕЛИ 

ПРОЦЕССА КОМПЬЮТЕРНОЙ РЕАЛИЗАЦИИ ПРИНЦИПА ОПТИМАЛЬНОСТИ  
В МАТРИЧНЫХ ИГРАХ С ВИДИМЫМ ГОРИЗОНТОМ РАЗЫГРЫВАНИЙ 
 
Представляется одна процедура практической реализации принципа оптимальности в 

матричных играх с пустым множеством седловых точек в чистых стратегиях, где количество 
разыгрываний является заведомо известным или ограниченным. Доказывается сходимость этой 
процедуры, а также показывается оценка среднего выигрыша или проигрыша участвующего в ней 
игрока. 

Ключевые слова: матричная игра, пустое множество седловых точек в чистых стратегиях, 
количество разыгрываний, практическая реализация принципа оптимальности, сходимость 
процедуры. 
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ЗБІЖНІСТЬ Й ОЦІНКА СЕРЕДНЬОГО ВИГРАШУ В ОДНІЙ МОДЕЛІ ПРОЦЕСУ 
КОМП’ЮТЕРНОЇ РЕАЛІЗАЦІЇ ПРИНЦИПУ ОПТИМАЛЬНОСТІ В МАТРИЧНИХ 

ІГРАХ З ВИДИМИМ ГОРИЗОНТОМ РОЗІГРУВАНЬ 
 
Представляється одна процедура практичної реалізації принципу оптимальності в матричних 

іграх з порожньою множиною сідлових точок у чистих стратегіях, де кількість розігрувань є 
заздалегідь відомою або обмеженою. Доводиться збіжність цієї процедури, а також показується 
оцінка середнього виграшу або програшу гравця, що бере участь у ній. 

Ключові слова: матрична гра, порожня множина сідлових точок у чистих стратегіях, кількість 
розігрувань, практична реалізація принципу оптимальності, збіжність процедури. 
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CONVERGENCE AND ESTIMATION OF THE AVERAGED PAYOFF IN A PROCESS 
MODEL OF COMPUTER IMPLEMENTATION OF THE OPTIMALITY PRINCIPLE  

IN MATRIX GAMES WITH APPARENT HORIZON OF PLAYS 
 
There is represented a procedure of practicing the optimality principle in matrix games with the 

empty set of saddle points in pure strategies, where the number of plays is surely known or limited. This 
procedure convergence is proved, and also there is shown an estimation of the averaged win payoff or 
loss payoff of the player, participating in it. 

Key words: matrix game, empty set of saddle points in pure strategies, number of plays, 
practicing the optimality principle, procedure convergence. 
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COMBINING THE BACKPROPAGATION ALGORITHM TRAINING 
FUNCTIONS FOR A BIT MAP CHARACTER RECOGNITION PROBLEM 

UNDER NOISE WITH FEED-FORWARD NEURAL NETWORK 

There is considered the feed-forward neural network with 13 backpropagation algorithm training 
functions for a bit map character recognition problem under noise. Through passing a great number of 
series of this network performance in MATLAB, there has been exposed that the stated recognition 
problem may be solved only with six training functions, having quite different training periods and 
producing spread recognition error rate. Just in combining those six training functions with probabili-
ties in the second player optimal strategy from the matrix 2 6×  game there may be converged ascer-
tainedly the guaranteed recognition error rate at the guaranteed training period, until converting to de-
cision-making problem, when the time and performance factors against six training functions acquire 
their requirement measure. For the applied bit map character alphabet there have appeared two train-
ing MATLAB functions “trainbr” and “trainscg” to combine them with nonzero probabilities. 

Розглядається нейронна мережа із прямим зв’язком з 13 навчальними функціями алгоритму 
зворотного поширення для задачі розпізнавання символів з побітовим відображенням під 
впливом шуму. При проведенні великої кількості випробувань продуктивності цієї мережі в 
MATLAB було виявлено, що сформульована задача розпізнавання може вирішуватися тільки із 
шістьома навчальними функціями, що мають зовсім різні періоди навчання і дають розкиданий 
рівень помилок розпізнавання. Лише комбінуючи ці шість навчальних функцій з імовірностями 
в оптимальній стратегії другого гравця з матричної 2 6× -гри, може бути переконливо досягну-
тий гарантований рівень помилок розпізнавання за гарантований період навчання, перш ніж 
буде перетворення до задачі прийняття рішень, коли фактори часу й продуктивності у відно-
шенні до шести навчальних функцій набудуть міру своєї потреби. Для застосованого алфавіту 
символів з побітовим відображенням у комбінуванні з ненульовими імовірностями опинились 
дві навчальні MATLAB-функції “trainbr” і “trainscg”. 

Introduction to a problem 
Pattern identification is a pretty contemporized 

problem, which solution lets the conception of the 
artificial intelligence evolve and hope to handle it 
at last. A partial problem in pattern identification is 
the bit map object recognition (BMOR), mathe-
matically presented, say, in a matrix form. More 
locally, the bit map character recognition problem 
(BMCR) is solved with a neural network, which 
has to be learned or trained before for making 
mostly correct recognitions of alphabet letters un-
der some level of distortion or noise. Such a net-
work should have not only satisfactory perform-
ance, but also be trained as fast as possible. 

 
Pre-overview of the problem solving ways 
Training the neural network is to minimize its 

error performance function, that is to adjust the 
network weights [1, 2]. This procedure, always 

taking some time, may be accomplished in several 
ways, where the backpropagation is one of the 
most outlying methods for ensuring the fast and 
high performance training [3, 4]. For instance, 
there are 13 backpropagation algorithm training 
functions (BPATF) in MATLAB 7.14 (Release 
2012a), and each of them may be applied for train-
ing the feed-forward neural network (FFNN). 
However, at the same other parameters, each train-
ing function trains FFNN with its own period and 
usage of the computer system resources, and there-
after the trained FFNN with noisy examples of the 
alphabet letters recognizes them at an error rate, 
being unique for each BPATF. So, the selection of 
a BPATF cannot just rely on a single factor, 
whereas the factors of the training period and per-
formance stand out to be the most significant [1, 5] 
for BMOR or, speaking generally, for pattern iden-
tification. 
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Goal and tasking 
The goal is to point at how to select a BPATF 

from those within MATLAB 7.14 for a BMCR 
problem under a certain noise range with FFNN. 
For making this, firstly, there is a MATLAB- 
built-in function or script, running for the specified 
FFNN working on BMCR, to be recoded under in-
vestigation of all BPATF in MATLAB 7.14. Then, 
secondly, for each of BPATF their training period 
and performance in the sense of an error rate must 
be computed averagely after running the recoded 
MATLAB function repeatedly as many laps as it 
needs for approximate convergence of values of 

those two factors. Afterwards that BPATF can be 
selected which has the minimal value of its time 
for training the FFNN, and so-trained FFNN per-
forms with the least error rate. 

 
Investigation of BPATF within MATLAB 

7.14 for FFNN on BMCR 
The mentioned above 13 BPATF from 

MATLAB 7.14 are listed in the Table 1. Hereafter, 
for convenience, every BPATF with its MATLAB 
name and description will have the number in or-
der to operate it arithmetically. 

 
 
Table 1. List of 13 BPATF from MATLAB 7.14 

Number 
of BPATF 

BPATF name in 
MATLAB 7.14 Description 

1 trainbfg BFGS quasi-Newton backpropagation 
2 trainbr Bayesian Regulation backpropagation 
3 traincgb Conjugate gradient backpropagation with Powell — Beale restarts 
4 traincgf Conjugate gradient backpropagation with Fletcher — Reeves updates 
5 traincgp Conjugate gradient backpropagation with Polak — Ribiere updates 
6 traingd Gradient descent backpropagation 
7 traingda Gradient descent with adaptive lr backpropagation 
8 traingdm Gradient descent with momentum 
9 traingdx Gradient descent w/momentum & adaptive lr backpropagation 

10 trainlm Levenberg — Marquardt backpropagation 
11 trainoss One step secant backpropagation 
12 trainrp RPROP backpropagation 
13 trainscg Scaled conjugate gradient backpropagation 

 
For solving the BMCR problem in a tutorial 

manner, there is the MATLAB script “appcr1” 
(fig. 1) with appropriate MATLAB-built-in sub-
functions, illustrating how to train FFNN to per-
form the primitive character recognition. This 
script, however, uses only the tenth BPATF from 

the Table 1, “trainlm”. The recoded MATLAB 
function “appnncr” (fig. 2) has an input argument, 
letting select what BPATF from those 13 ones is 
going to train FFNN. 

 

 

 
 

Fig. 1. MATLAB script “appcr1” code cut part 
 



Combining the backpropagation algorithm training functions for a bit map character recognition problem  
under noise with feed-forward neural network 

 
 

Fig. 2. MATLAB function “appnncr” code head 
 
The being added noise is defined within the 

range [ ]0; 0.5  of the magnitude, multiplied by 
35 26×  matrix of values drawn from the standard 
normal distribution. The trained FFNN should be 
tested with M  series of N  samples, giving for the 
i -th BPATF at the m -th series the training period 

m
ip , and the corresponding relative number of er-

ror recognitions i
mr  over the whole noise magni-

tude range (NMR) through the passed N  samples 
in the m -th series. Then the recognition error rate 
(RER), averaged over M  series, for the i -th 

BPATF is ( )ER
1

1 M
i i

m
m

r M r
M

=

= ∑ , and its averaged 

training period is ( )
1

1 M
m

i i
m

p M p
M

=

= ∑ . The 

trained FFNN through the i -th BPATF has recog-
nized the noisy alphabet letters at the average RER 

( )ER 100ir  for 100M =  series of 510N =  samples, 
where it takes the period ( )100ip  for getting the 
trained FFNN through the i -th BPATF. The 

watched data ( ){ }13

ER 1
100i

i
r

=
 and ( ){ }13

1
100i i

p
=

 are 

put into the Table 2. 
 

 
Table 2. RER and the training period for each of 13 BPATF for 100 series of 510  samples, feeding the trained FFNN for the 

BMCR problem under noise 
Number i  
of BPATF 

BPATF name in 
MATLAB 7.14 RER Taken period for getting the trained 

FFNN, seconds 
1 trainbfg more than 0.800 5.3 
2 trainbr 0.100 151.2 
3 traincgb more than 0.600 390.6 
4 traincgf more than 0.800 98.8 
5 traincgp more than 0.500 48.6 
6 traingd 0.130 142.5 
7 traingda 0.127 21.8 
8 traingdm 0.132 144.3 
9 traingdx 0.127 22.4 

10 trainlm more than 0.200 25.9 
11 trainoss more than 0.550 446.2 
12 trainrp more than 0.350 15.1 
13 trainscg 0.133 6.7 

 
As it is well seen from the Table 2, 

 

( ) ( )ER ER100 0.15 100k jr r> >   for  { } { }1, 13 \ 2, 6, 7, 8, 9, 13k∈   by  { } { }6

1
2, 6, 7, 8, 9, 13 u u

j j
=

∈ =     (1) 
 



 
and there is no reason to apply BPATF with num-
bers in the set { }1, 3, 4, 5, 10, 11, 12  because they 
produce intolerable RER, being greater than 15 %. 
This means that every k -th BPATF is noneffective 
for training FFNN for the BMCR problem under 
noise, where 

 

{ } { }1, 13 \ 2, 6, 7, 8, 9, 13k∈ =  

{ }1, 3, 4, 5, 10, 11, 12= . 
 

So there remain only six BPATF to select and use 
in training FFNN for the BMCR. These BPATF 
have quite different training periods and RER, 
where one is with short one and high RER, and an-
other is with long training period and low RER. 
Thus there is a decision-making problem (DMP) 
with two states (factors) [6] of the time and per-

formance against six BPATF (alternatives). To 
state the matrix [ ]2 6nuh

×
 of this DMP we need to 

norm the values of RER and the training period in 
order to have the maximal element as 1: 

 

( )

{ }
( ){ }

ER
1

ER2, 6, 7, 8, 9, 13

100

max 100

uj

u j

j

r
h

r
∈

=   for  1, 6u =    (2) 

 
and 
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{ }
( ){ }2

2, 6, 7, 8, 9, 13

100

max 100
uj

u
jj

p
h

p
∈

=   for  1, 6u = .   (3) 

 
After having fulfilled norming (2) and (3) over the 
data matrix 

 

( ) ( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( ) ( ) ( )

2 6 7 8 9 13
ER ER ER ER ER ER

2 6 7 8 9 13

100 100 100 100 100 100
100 100 100 100 100 100

r r r r r r
p p p p p p

⎡ ⎤
=⎢ ⎥

⎢ ⎥⎣ ⎦
 

0.1 0.13 0.127 0.132 0.127 0.133
151.2 142.5 21.8 144.3 22.4 6.7
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

                                         (4) 

 

from the Table 2, there is the spoken DMP matrix 
 

[ ]2 6

0.7519 0.9774 0.9549 0.9925 0.9549 1
1 0.9425 0.1442 0.9544 0.1481 0.0443nuh

×

⎡ ⎤
= ⎢ ⎥
⎣ ⎦

.                            (5) 

 

Surely, here the probabilistic measure over those 
two factors should be driven up to bayesify this 
problem and solve in the way of Bayes — Laplace 
rule. Suppose, that RER and the training period 
both have identical influence or importance. Then 
the optimal BPATF number 

*uj  is determined in 
accordance with the index 

 

( ) { }* 1 21, 6
arg min 6u uu

u h h
=

∈ + =               (6) 
 

and 6 13j =  corresponds to the fastest BPATF 
“trainscg”, producing high RER nevertheless. 
However, we cannot be assured in identical influ-
ence or importance of these factors. Moreover, if 
the probabilistic measure or importance measure 

over RER and the training period is 3 1
4 4
⎡ ⎤
⎢ ⎥⎣ ⎦

, 

which means that the precision is thrice more im-
portant for us than the time resources, then 

 

{ }* 1 21, 6

3 1arg min 3
4 4u uu

u h h
=

⎛ ⎞∈ + =⎜ ⎟
⎝ ⎠

          (7) 

 

and the fastest BPATF “trainscg” yields the top for 
BPATF with the number 3 7j = , that is BPATF 
“traingda” appears the most effective under such 
requirement measure. 

Somehow or other, non-assuredness in relation-
ship between RER and the training period urges to 
play a matrix 2 6×  game to select one of six 
BPATF against the situation with total uncertainty 
over these factors. Solving the game with the ma-
trix (5), there are strictly dominated the second and 
fourth pure strategies of the second player, and its 
optimal strategy is 

 

[ ] [ ]1 2 3 4 5 6 0.7657 0 0.2343 0 0 0q q q q q q= = ∈ ⊂ =Q Q Q  

[ ] [ ]
6

6
1 2 6

1

: 1, 0; 1 1, 6u u
u

q q q q q u
=

⎧ ⎫⎪ ⎪= = ∈ = ∈ ∀ =⎨ ⎬
⎪ ⎪⎩ ⎭

∑Q .                             (8) 



 
From (8) it is seen that for BMCR with FFNN un-
der uncertainty over factors of precision and time 
resources there should be combined BPATF 
“trainbr” and “traingda” with probabilities 

1 0.7657q =  and 3 0.2343q =  respectively, and this 
combination will produce the optimal [ ]2 6nuh

×
 

game value opt 0.7995v ≈ , whence the guaranteed 
RER converges to 

 

{ }
( ){ }opt ER2, 6, 7, 8, 9, 13

max 100 0.1063j

j
v r

∈
⋅ ≈       (9) 

 
at the guaranteed training period 

 

{ }
( ){ }opt 2, 6, 7, 8, 9, 13

max 100 120.88jj
v p

∈
⋅ ≈       (10) 

 

for over the whole NMR through the passed suffi-
ciently great [7] number of series and samples. 
Such a combination may be realized during the 
process of training FFNN, when there is retuning 
from a noise level to higher one within the prede-
fined NMR. After having slightly recoded 
MATLAB function “appnncr” for combining 
BPATF “trainbr” and “traingda” with probabilities 
in (8), for 100 series of 510  samples of BMCR 
process (fig. 3) there is RER 0.101 , produced by 
FFNN, which has been trained for 122.897  sec-
onds before. These values are very similar to (9) 
and (10). 

 

 
 

Fig. 3. Training FFNN with BPATF “trainbr” in combination with “traingda” in the BMCR process 
 
It would be enlightening to note that if there 

were left only BPATF, being trained for the short-
est period and producing the least RER, that is 

“trainbr” and “trainscg”, then the generated 2 2×  
game with the corresponding matrix 
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0.7519 1
1 0.0443

⎡ ⎤
⎢ ⎥
⎣ ⎦

                   (11) 

 
would have given the greater guaranteed RER and 
the greater guaranteed training period, because the 
optimal value of the game with the matrix (11) is 

opt 0.803v ≈ , being roughly 0.4  % greater than the 

optimal [ ]2 6nuh
×

 game value opt 0.7995v ≈ . 
 
Conclusion 
The investigation of BPATF within MATLAB 

7.14 for FFNN on BMCR displayed with (1) that 
there are only six BPATF (“trainbr”, “traingd”, 
“traingda”, “traingdm”, “traingdx”, “trainscg”),  
letting the trained FFNN produce tolerable RER, 
being lesser than 15 %. And despite the  
requirement measure over RER and the training 
period is quite uncertain, what was exampled for 
(6) and (7), there has been substituted the 2 6×  
DMP with the matrix 2 6×  game due to norming 
(2) and (3) over the data matrix (4). The second 
player optimal strategy (8) from the solution of this 
game contains two nonzero probabilities of 
BPATF “trainbr” and “trainscg”. Combining these 
BPATF with those probabilities during the process 
of training FFNN by retuning from a noise level to 
higher one within the predefined NMR, there is 
riskless convergence of RER to (9) at the  
guaranteed training period (10) for BMCR under 
noise with so-trained FFNN. But as soon as the re-
quirement measure over RER and the training pe-
riod becomes clearer, the problem of selecting a 
BPATF among those six BPATF should be  
bayesified into 2 6×  DMP and solved in the way 
of Bayes — Laplace rule. However, clarifying this 
measure numerically may take some time, so be-
fore this clarification the distribution in (8) over 
BPATF from 2 6×  game with the matrix (5)  
remains current. And as the fundamentals of 
BMCR under noise are the same for BMOR under 
noise, then the gaming approach for combining 
BPATF may be applied for BMOR problems be-
fore they are converted to DMP. 
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Романюк В. В. Комбінування навчальних фун-

кцій алгоритму зворотного поширення для задачі 
розпізнавання символів з побітовим відображен-
ням під впливом шуму за допомогою нейронної 
мережі з прямим зв’язком 

 
Романюк В. В. Комбинирование обучающих 

функций алгоритма обратного распространения 
для задачи распознавания символов с побитовым 
отображением под воздействием шума с помо-
щью нейронной сети с прямой связью 

 
Рассматривается нейронная сеть с прямой связью 

с 13 обучающими функциями алгоритма обратного 
распространения для задачи распознавания симво-
лов с побитовым отображением под воздействием 
шума. При проведении большого числа испытаний 
производительности этой сети в MATLAB было об-
наружено, что сформулированная задача распозна-
вания может решаться только с шестью обучающи-
ми функциями, имеющими совершенно различные 
периоды обучения и дающие разбросанный уровень 
ошибок распознавания. Лишь комбинируя эти шесть 
обучающих функций с вероятностями в оптималь-
ной стратегии второго игрока из матричной 2 6× -
игры, может быть определённо достигнут гаранти-
рованный уровень ошибок распознавания за гаран-
тированный период обучения, прежде чем будет 
преобразование к задаче принятия решений, когда 
факторы времени и производительности в отноше-
нии к шести обучающим функциям обретут меру 
своей потребности. Для применённого алфавита 
символов с побитовым отображением в комбиниро-
вании с ненулевыми вероятностями оказались две 
обучающие MATLAB-функции “trainbr” и “trainscg”. 
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Романюк В. В. 

РЕШЕНИЕ МАТРИЧНОЙ 3 N× -ИГРЫ ДЛЯ ОПТИМАЛЬНОГО 

КОМБИНИРОВАНИЯ АЛГОРИТМОВ ОБУЧЕНИЯ НЕЙРОННОЙ СЕТИ С МЕРОЙ 

ОШИБКИ ИДЕНТИФИКАЦИИ ПО ВРЕМЕНИ ОБУЧЕНИЯ ПРИ ОБЪЁМЕ 

ПОТРЕБЛЯЕМЫХ РЕСУРСОВ 

Рассматривается произвольная нейронная сеть с тремя взаимозависимыми показателями: 

мера ошибки идентификации, получаемая после времени обучения по одному из возможных N  

алгоритмов обучения нейросети, соответствует некоторому объёму потребляемых ресурсов. Для 

условия невозможности указания приоритетности и количественного ранжирования этих показателей 

предлагается переход к соответствующей 3 N× -игре и её решению в форме оптимальной стратегии 

второго игрока, с чьими вероятностями следует комбинировать алгоритмы обучения нейросети. При 

первоначальной неприемлемости критерия Байеса — Лапласа для выбора оптимального алгоритма 

применимость этого критерия поддерживается лишь после истечения определённого периода 

времени функционирования нейросети, когда станет возможным точечное оценивание весов её 

показателей. 

Ключевые слова: нейросеть, показатели нейросети, алгоритм обучения, задача 

принятия решений, матричная игра, оптимальная стратегия второго игрока, критерий Байеса 

— Лапласа. 
 

Романюк В. В. 

РОЗВ’ЯЗУВАННЯ МАТРИЧНОЇ 3 N× -ГРИ ДЛЯ ОПТИМАЛЬНОГО 

КОМБІНУВАННЯ АЛГОРИТМІВ НАВЧАННЯ НЕЙРОННОЇ МЕРЕЖІ З МІРОЮ 

ПОМИЛКИ ІДЕНТИФІКАЦІЇ ЗА ЧАСОМ НАВЧАННЯ ПРИ ОБ’ЄМІ 

СПОЖИВАНИХ РЕСУРСІВ 

Розглядається довільна нейронна мережа із трьома взаємозалежними показниками: міра 

помилки ідентифікації, одержувана після часу навчання за одним з можливих N  алгоритмів 

навчання нейромережі, відповідає деякому об’єму споживаних ресурсів. Для умови неможливості 

вказівки пріоритетності й кількісного ранжування цих показників пропонується перехід до 

відповідної 3 N× -гри та її розв’язку у формі оптимальної стратегії другого гравця, із чиїми 

ймовірностями варто комбінувати алгоритми навчання нейромережі. При первісній неприйнятності 

критерію Байєса — Лапласа для вибору оптимального алгоритму застосовність цього критерію 

підтримується лише після закінчення певного періоду часу функціонування нейромережі, коли стане 

можливим точкове оцінювання ваг її показників. 

Ключові слова: нейромережа, показники нейромережі, алгоритм навчання, задача 

прийняття рішень, матрична гра, оптимальна стратегія другого гравця, критерій Байєса — 

Лапласа. 
 



Romanuke V. V. 

SOLVING THE MATRIX 3 N×  GAME FOR COMBINING OPTIMALLY ALGORITHMS 

OF THE NEURONET LEARNING WITH IDENTIFICATION ERROR MEASURE AFTER 

THE LEARNING TIME BY A VOLUME OF THE CONSUMED RESOURCES 

There is considered a neural network with three interdependent indexes: identification error measure, 

being acquired after the learning time by one of the N  available algorithms for the neuronet learning, 

corresponds to some volume of the consumed resources. For condition of unfeasibility of pointing at the 

priority and ranking quantitatively these indexes there is suggested the conversion into the corresponding 

3 N×  game and its solution in the form of the second player optimal strategy, with whose probabilities the 

algorithms for the neuronet learning should be combined. Despite the primary inadmissibility of the Bayes 

— Laplace criterion for optimal algorithm selection this criterion applicability is supported only on the 

expiry of a certain time period of the neuronet functioning, when the point evaluation of its indexes weights 

becomes available. 

Key words: neuronet, indexes of neuronet, algorithms for learning, decision making problem, 

matrix game, second player optimal strategy, Bayes — Laplace criterion. 

 

Вступление и актуальность 

 

Принятие решений с помощью нейронных сетей является необходимым шагом на 

пути к освоению искусственного интеллекта [1]. В этом аспекте построение и оптимизация 

архитектуры нейросети играют фундаментальную роль. Ключевыми факторами в 

использовании нейросети являются уровень её обучения и мера ошибки идентификации 

(МОИ), а также количество ресурсов, необходимых для нормального функционирования 

нейросети [2, 3]. Тем не менее, различные подходы к реализации процесса обучения 

нейросети приводят к совершенно разным значениям этих трёх факторов, второй из которых 

и частично третий являются неизменными атрибутами нейросети. В связи с этим выбор 

способа обучения нейросети должен осуществляться в рамках согласования МОИ с 

временем обучения нейросети, прямо определяющим уровень её обучения, и количеством 

потребляемых ресурсов, что не всегда выполнимо однозначно. 

 

Анализ по первоисточникам теории нейронных сетей 

 

Примером невозможности однозначного выбора алгоритма обучения нейросети даже 

из двух вариантов является хотя бы та ситуация, когда у одной нейросети меньше МОИ, а на 

обучение другой нейросети уходит меньше времени, причём нейроархитектор не может 

определиться с приоритетностью среди МОИ и временем обучения [4]. Задача выбора была 



бы вырожденной [5, 6], когда у одной из нейросетей оказались бы наименьшими значения 

МОИ, времени обучения и количества потребляемых ресурсов. Однако это 

преимущественно невозможно, поэтому приходиться решать соответствующую задачу 

принятия решений (ЗПР) с определённым количеством альтернатив (числом способов 

обучения) и тремя состояниями. Но даже и в этом случае возникает серьёзная дилемма, 

связанная с вероятностным оцениванием состояний-факторов [5, 7], поскольку, скажем, в 

процессе функционирования нейросети и МОИ, и объём потребляемых ресурсов очень 

важны, хотя и практически являются диаметрально противоположно взаимодействующими 

категориями, ведь уменьшение МОИ возможно за счёт увеличения этого объёма [2, 4], но 

при этом нейросеть необходимо переобучать (или дообучать). 

 

Цель и задания 

 

Исходя из существования различных алгоритмов обучения нейросети, приводящих к 

достаточно разным трёхфакторным группам данных, характеризующих функциональность 

нейросети, необходимо решить ЗПР о выборе оптимального алгоритма обучения в условиях 

невозможности осуществления однозначного выбора одновременно по трём факторам-

параметрам нейросети. Для этого сначала нужно формализировать эту ЗПР, после чего 

сформулировать критерий оптимального выбора, помня о том, что любая гипотеза о 

вероятностной мере трёх состояний среды здесь является неотвергаемой. 

 

Решение ЗПР с неизвестной вероятностной мерой трёх состояний среды 

 

Пусть состояние среды 1r  будет отвечать МОИ, время обучения нейросети свяжем с 

состоянием среды 2r , а состояние среды 3r  будет символизировать объём потребляемых 

ресурсов, необходимых для нормального функционирования нейросети. Через jm  обозначим 

j -й алгоритм обучения нейросети, где 1,j N=  при { }\ 1N ∈ . Тогда если jp  будет МОИ 

нейросети после j -го алгоритма её обучения (в процентах или относительных единицах), jt  

станет периодом времени, необходимым для обучения нейросети по этому алгоритму (в 

секундах, например, или минутах, часах, днях), а ju  будет объёмом потребляемых 

нейросетью ресурсов (скажем, в гигабайтах памяти или в количестве процессоров), то 

получим ЗПР с 3N × -матрицей решений. Подчеркнём, вправду, что в этой матрице 

безразмерной величиной является только МОИ. Следовательно, необходима дополнительная 

нормировка, которую выполним для каждого из трёх показателей нейросети по отношению к 



наибольшему значению. Но прежде всего заметим, что перед включением j -го алгоритма 

обучения нейросети в рассмотрение нужно удостовериться в том, что порождаемые им три 

параметра нейросети удовлетворяют общему требованию, согласно которому их значения не 

должны превышать задаваемые допустимые границы: 
 

maxjp p ,  maxjt t ,  maxju u .                                                  (1) 
 

Приняв во внимание то, что любая гипотеза о вероятностной мере трёх состояний среды 

неотвергаема, то есть исследователь или пользователь нейросети не может для данного 

класса задач распределить количественно приоритетность среди состояний { }3
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=
, постоим 

матричную 3 N× -игру с матрицей 
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В этой игре роль второго игрока принимает на себя пользователь нейросети (или же её 

архитектор в смысле оптимизации функционирования). Первый игрок олицетворяет все 

задачи решаемого с помощью данной нейросети класса, которые усиливают многообразие 

количественной приоритетности среди состояний { }3

1i i
r

=
. 

Из решения 
3ij N

k
×

⎡ ⎤= ⎣ ⎦K -игры при (2) нас интересует только оптимальная стратегия 

[8] второго игрока (ОСВИ) 
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где 
 

[ ] [ ]{ }3
1 2 3 1 2 3: 1, 0; 1 1, 3ix x x x x x x i= ∈ = ∈ + + = ∈ ∀ =X XX , 

 

чья вероятность jq  соответствует вероятностному весу алгоритма jm . Лишь в сравнительно 

редких случаях, когда { }\ 1N ∈  достаточно невелико, ОСВИ в (3) окажется вырожденной, 

то есть найдётся 1j -й алгоритм такой, что 
1

1jq = , { }1 1,j N∈ . В остальных же случаях 

придётся решать задачу практической реализации ОСВИ в (3), используя, например, работу 



[9], что возможно в процессе обучения нейросети с поэтапным наращиванием уровня шума 

от нулевого до некоторого гранично максимального. При этом желательно, чтобы число 

таких этапов было пропорционально общему знаменателю ненулевых вероятностей ОСВИ в 

(3), представленных в форме дробей с одинаковыми минимально возможными 

целочисленными знаменателями при целых значениях числителей [9]. Таким образом, 

осуществление критерия оптимального выбора алгоритма обучения нейросети, состоящего в 

минимизации максимально неудобного распределения количественных приоритетностей 

среди состояний-параметров нейросети { }3

1i i
r

=
, происходит с помощью комбинирования 

алгоритмов обучения с соответствующими вероятностями из ОСВИ в (3). 

Рассмотрим следующий пример. Пусть 4N = , причём допустимые границы для 

состояний-параметров нейросети { }3

1i i
r

=
 установлены так: 

 

max 0.05p = ,  max 60t = ,  max 16u = ,                                                (4) 
 

где время maxt  представлено в секундах, а параметр 3r  измеряется в гигабайтах оперативной 

памяти. МОИ для каждого из четырёх исследуемых алгоритмов оказываются такими: 
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На обучение нейросети по каждому из алгоритмов уходят такие периоды времени в 

секундах: 
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t
=
= .                                                  (6) 

 

И, наконец, объём необходимой оперативной памяти в гигабайтах: 
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u
=
= .                                             (7) 

 

Как видно, параметры { }3

1i i
r

=
 со значениями (5) — (7) при (4) удовлетворяют требованию (1), 

поэтому каждый из четырёх алгоритмов может быть задействован в процессе обучения 

нейросети. Применив нормировку (2), получаем 3 4× -игру с матрицей 
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В чистых стратегиях эта игра не решается, поэтому ОСВИ здесь оказывается 

невырожденной: 
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Q .                                                  (9) 

 

Применение ОСВИ (9) в смысле комбинирования трёх алгоритмов обучения { }4

2j j
m

=
 с 

вероятностями { }4

2j j
q

=
 из (9) гарантирует оптимальное значение 3 4× -игры с матрицей (8) 
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то есть нейросеть, обученная за 
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будет работать с МОИ на уровне 
 

opt 1, 4

193max 0.04 0.03525
219nn

v p
=

⋅ = ⋅ ≈ , 

 

используя при этом 
 

opt 1, 4

193max 12.5 11.016
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⋅ = ⋅ ≈  гигабайт оперативной памяти. 

 

Естественно, с течением времени функционирования нейросети будут накапливаться 

знания [1, 4] о классе задач, которые она будет решать. Это даст возможность количественно 

оценивать приоритеты среди её параметров { }3

1i i
r

=
. И если удаётся получить точечные оценки 

 

[ ]0; 1i ix = μ ∈   1, 3i∀ = ,                                                     (11) 
 

то тогда выбор оптимального алгоритма обучения 
*j

m  должен естественным образом 

происходить по известному критерию Байеса — Лапласа [5, 6]: 
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Для приведённого примера с параметрами нейросети со значениями (5) — (7) при (4), 

представляемыми в форме (8), можно с самого начала не решать 3 4× -игру с матрицей (8), а 

взять 1
3iμ =   1, 3i∀ = . Тогда 
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что определяет третий алгоритм обучения как оптимальный. Однако, обратим внимание, 

обучая нейросеть за 37.8  секунд на 9.375  гигабайт оперативной памяти, мы будем получать 

довольно большую МОИ, равную в среднем четырём процентам. Кроме того, не будучи 

уверенным в равноважности МОИ, времени обучения и объёма оперативной памяти как 

показателях функциональности нейросети, такой результат представляется весьма условным. 

А равновероятное комбинирование четырёх алгоритмов в такой ситуации также не даст 

улучшения в среднем, поскольку 
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что превышает оптимальное значение (10) 3 4× -игры с матрицей (8). 

 

Вывод 

 

Решение 
3ij N

k
×

⎡ ⎤= ⎣ ⎦K -игры при (2) в форме ОСВИ в (3) позволяет по прошествии 

процесса обучения нейросети достичь гарантированных МОИ, времени обучения и объёма 

потребляемых нейросетью ресурсов при достаточном количестве этапов обучения. В 

дальнейшем процессе функционирования нейросети, скорее всего, приоритетность этих 

параметров можно будет оценивать количественно с большей степенью уверенности, что 

даст возможность использовать решение (12) соответствующей ЗПР с 3N × -матрицей 

решений T
3ji N

k
×

⎡ ⎤= ⎣ ⎦K  при (2). Вопросом получения точечных оценок (11) после истечения 

определённого периода времени функционирования нейросети и стоит заняться в 

продолжении представленного исследования. 
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DECISIONS ON SELECTING THE TRAINING ALGORITHM OF THE NEURAL 
NETWORK WITH A SET OF ITS BEING CONTROLLED PARAMETERS 
 
There is predicated a decision making problem with the finite set of neural network training algorithms as alternatives 

against a set of that neural network parameters, being controlled and estimated. The rules for making decisions on selecting the 
training algorithms optimally are formulated. 

Key words: neural network, training algorithm, decision making problem, point-evaluation, interval-evaluation, Bayes — 
Laplace rule, optimal strategy. 

Представляется задача принятия решений с конечным множеством алгоритмов обучения нейронной сети в 
качестве альтернатив при некотором множестве контролируемых и оцениваемых параметров такой нейронной сети. 
Формулируются критерии принятия решений по оптимальному выбору алгоритмов обучения. 

Ключевые слова: нейронная сеть, алгоритм обучения, задача принятия решений, точечная оценка, интервальная 
оценка, критерий Байеса — Лапласа, оптимальная стратегия. 

Представляється задача прийняття рішень зі скінченною множиною алгоритмів навчання нейронної мережі у 
якості альтернатив за деякої множини контрольованих й оцінюваних параметрів такої нейронної мережі. Формулюються 
критерії прийняття рішень по оптимальному виборові алгоритмів навчання. 

Ключові слова: нейронна мережа, алгоритм навчання, задача прийняття рішень, точкова оцінка, інтервальна оцінка, 
критерій Байєса — Лапласа, оптимальна стратегія. 

 
On selecting a training algorithm for the neural network 

 
A primitive set of the neural network (NN) parameters contains the volume of the used resources (URV), 

erroneous performance rate (EPR), and the averaged period for teaching or training (ATP) the NN under an adjusted 
configuration. These three parameters, however, may be supplemented and split each into their subparameters, 
reflecting specific features of the functioning NN. But NN with a set of its being controlled parameters can be 
configured in several ways. Sometimes an NN configuration is associated with the algorithm of training the NN, 
after which NN acquires converged values of its adjusted parameters. So, there stands an actual task to select that 
training algorithm (TA) which could ensure the desired values for the being controlled parameters of NN. 

 
Training algorithms against the neural network parameters 

 
The task of selecting the TA of NN with a set of its being controlled parameters is formulated as a decision 

making problem with the finite set of TA as alternatives against the set of NN parameters. Certainly, the values of 
elements of the corresponding decision matrix (DM) should be standardized or normalized so, that difference in 
dimension units of NN parameters would be disregarded. Although, there a wide many of situations, when DM 
elements can be evaluated only as some intervals . For instance, such an evaluation is typical for EPR, ATP, and 
rarely for URV. It causes wants to map these interval evaluations into points and then resolve the task of selection. 

 
Target 

 
Will formulate rules for making decisions on selecting the TA of NN with a set of its being controlled 

parameters. For hitting this target there should be generalized the selection task as choice task for cases when a 
probability measure (PM) is defined over NN parameters and when it is not. 

 
Convention 

 
May there be NN with M  parameters { } 1

M
i i
r

=
, each of which is evaluated as a point value or an interval of 

real values. This NN can be trained with one of N  TA { }
1

N
j j

a
=

. The value of the i -th parameter of NN, trained with 

the j -th TA, is iju , though it belongs to the defined segment as 
 

;ij ij iju a b⎡ ⎤∈ ⎣ ⎦ ,  ij ija b<                                                                      (1) 
 

if its definition is made intervally. May it also be there a convention that the parameters of NN were constituted so, 
that the lesser iju  the better the i -th parameter of NN, trained with the j -th TA. Hence here is N M×  matrix 

( )ji N M
u

×
=U  of a decision making problem to select the optimal TA, making NN produce the desired values of its 

parameters. 
 



1. Appropriateness check and standardization 
 
If the value of iju  is defined or determined as a point *

ij iju u= , then firstly there comes an appropriateness 
check of 

 
( )max*

ij iu u   1,i M∀ =   for  1,j N= .                                                             (2) 
 

Suppose that (2) is true for a set of indexes { }1,J N⊆ , that is 
 

( )max*
ij iu u   1,i M∀ =   and  { }1,j J N∀ ∈ ⊆ .                                                   (3) 

 

The case with J =∅  speaks that NN cannot be taught with the set of TA { }
1

N
j j

a
=

. The case with 1J =  proclaims 

the decision on selecting the TA of NN to be made: there is the single *j -th TA, *j J∈ , for teaching the NN with 

the set { } 1

M
i i
r

=
 of its being controlled parameters. In the case with 1JJ N= >  the values { }{ }*

1

M

ij j J i
u

∈ =
 are 

standardized through 
 

*

*

1,
max

ij
ij

inn N

u
k

u
=

=   1,i M∀ =   and  j J∀ ∈                                                            (4) 

 
or 

 

( )

*

max
ij

ij
i

u
k

u
=   1,i M∀ =   and  j J∀ ∈                                                            (5) 

 

by { } { }1
1,JN

l l
J j N

=
= ⊆ . 

 
2. Point-evaluated DM elements and PM over NN parameters 

 
If the value of iju  is a point *

ij iju u=  and PM over NN parameters is defined as weights 
 

{ }*

1

M

i i=
μ ,  [ ]* 0; 1iμ ∈   1,i M∀ =   by  *

1

1
M

i
i=

μ =∑ ,                                                   (6) 

 
then after (3) and (4) or (5) the optimal TA 

*j
a  has the number 

 

*
* *

1

arg min
M

i ijj J
i

j J k
∈

=

∈ = μ∑                                                                     (7) 

 
due to the Bayes — Laplace rule, where the set *J  is always nonempty, though it is not excluded that * 1J > . And 

in the case with * 1J >  the intra-optimal TA 
**ja  number may be found by one of the following rules: 

 

{ }*
* *

** ** 1,
arg min max ijj J i N

j J k
∈ =

∈ = ,                                                                 (8) 

{ }*
* *

*
** ** 1,

arg min max i ijj J i N
j J k

∈ =
∈ = μ ,                                                                (9) 

*
* *

** **
1

arg min
M

ijj J
i

j J k
∈

=

⎧ ⎫⎪ ⎪∈ = ⎨ ⎬
⎪ ⎪⎩ ⎭
∏ ,                                                               (10) 

*
* *

*
** **

1

arg min
M

i ijj J
i

j J k
∈

=

⎧ ⎫⎪ ⎪∈ = μ⎨ ⎬
⎪ ⎪⎩ ⎭
∏ ,                                                             (11) 

 
where the set **J  is always nonempty. Deeper, if one of the rules (8) — (11) outputs the set ** 1J > , then this set 



can be put into an non-empowered rule from those ones under minimization until the set **J  contains the single 
element or all the four rules (8) — (11) are applied. However, an arbitrary choice of TA with the number from the 
set * 1J >  or ** 1J >  may be allowable too. 

 
3. Point-evaluated DM elements and partially uncertain PM over NN parameters 

 
If the value of iju  is a point *

ij iju u=  and PM { } 1

M
i i=

μ  over NN parameters is partially defined uncertain as 
weights 

 

{ } 1

M
i i=

μ , ( ) ( )min max;i i i
⎡ ⎤μ ∈ μ μ⎣ ⎦ , ( ) ( )min max0 1i i< μ < μ < , 

1

1
M

i
i=

μ =∑ ,                                      (12) 

 
then before applying a making decision rule for TA choice the segments in (12) must be mapped properly into 
points (6), where in mapping the i -th segment ( ) ( )min max;i i

⎡ ⎤μ μ⎣ ⎦  into the point *
iμ  there must be ( ) ( )min max* ;i i i

⎡ ⎤μ ∈ μ μ⎣ ⎦  

necessarily. Having got (3) and (4) or (5), here is two ways of accomplishing this mapping. The first is antagonistic 
(minimax) one: if an optimal strategy 

 

[ ] ( )T
1 2 arg max minM ∈∈

= μ μ μ ∈ ⋅ ⋅ = ⊂ =
QX

X X K Q
�� � � �"

QX
X X  

[ ] [ ]1 2
1

: 1, 0; 1 1,
M

M
M i i

i

i M
=

⎧ ⎫⎪ ⎪= = μ μ μ ∈ μ = μ ∈ ∀ =⎨ ⎬
⎪ ⎪⎩ ⎭

∑X " \                                 (13) 

 
by 

 

[ ]
1 2

1

: 1, 0; 1 1,
J

J

N l lJ

N
N

j j j j j J
l

q q q q q l N
=

⎧ ⎫⎪ ⎪⎡ ⎤= ∈ = ∈ = ∈ ∀ =⎨ ⎬⎣ ⎦ ⎪ ⎪⎩ ⎭
∑Q Q" \Q                       (14) 

 

in the ( )l
J

ij M N
k

×
=K  game appears such, that 

 
( ) ( )min max;i i i

⎡ ⎤μ ∈ μ μ⎣ ⎦
�   1,i M∀ =                                                              (15) 

 
then 

 
*
i iμ = μ�   1,i M∀ = .                                                                      (16) 

 

Consequently, instead of the rules (7) — (11) the ( )l
J

ij M N
k

×
=K  game ensues: the second player optimal strategy 

 

( )1 2

Targ min max
NJj j jq q q

∈ ∈
⎡ ⎤= ∈ ⋅ ⋅ = ⊂ =⎣ ⎦ Q X

Q X K Q
� �� � �"

Q X
Q Q  

[ ]
1 2

1

: 1, 0; 1 1,
J

J

N l lJ

N
N

j j j j j J
l

q q q q q l N
=

⎧ ⎫⎪ ⎪⎡ ⎤= = ∈ = ∈ ∀ =⎨ ⎬⎣ ⎦⎪ ⎪⎩ ⎭
∑Q " \                              (17) 

 

in this game shows that it is optimal to apply the lj -th TA with the probability (or weight) 
lj

q�  by 1, Jl N=  
inasmuch as 

 

( )Targ min
∈

= ⋅ ⋅
Q

X K Q
� �

Q
Q                                                                     (18) 

 

by (13). But if (15) is not true for any optimal strategy from the set 
�
X  then the second way is in removing 

( ) ( ){ }min max

1
;

M

i i
i=

⎡ ⎤μ μ⎣ ⎦  uncertainties [6] independently of the optimal strategy (13): 

 



( )

( ) ( )

max
*

1 1
max min

1 1

1

k
k M M

m m
m m

− −

= =

μ
μ =

+ μ − μ∑ ∑
  for  1, 1k M= −                                                (19) 

 
and 

 

( )

( ) ( )

( )

( ) ( )

1 1
max min

1
* * 1 1

1 1 1 1
max min max min1

1 1 1 1

1
1 1

1 1

M M

k mM
k m

M k M M M M
k

m m m m
m m m m

− −

−
= =

− − − −
=

= = = =

μ − μ

μ = − μ = − =

+ μ − μ + μ − μ

∑ ∑
∑

∑ ∑ ∑ ∑
                               (20) 

 
if 

 
( )

( ) ( )

( )
max

min
1 1

max min

1 1

1

k
kM M

m m
m m

− −

= =

μ
μ

+ μ − μ∑ ∑
  1, 1k M∀ = − .                                               (21) 

 

Nevertheless, if rM  is the set of those indexes j  from the set { }1, 1M −  for which there is 
 

( ) ( )

( ) ( ) ( )

( )

1

1

1

1

max min

min
1 1

max max min

1 1

1

1

r

q
q

r

q
q

j l

l

jM M

i l i
i i

l

−

=

−

=

∈

− −

= =
∈

⎛ ⎞
⎜ ⎟
⎜ ⎟μ − μ
⎜ ⎟
⎜ ⎟
⎝ ⎠ < μ

+ μ − μ − μ

∑

∑ ∑ ∑
∪

∪

M

M

                                                      (22) 

 

by rj∈M  and { }1, 2r M∈ − . Then 
 

( )min*
j jμ = μ   rj∀ ∈M                                                                        (23) 

 
and 

 

( ) ( )

( ) ( ) ( )

1

1

max min

*
1 1

max max min

1 1

1

1

r

q
q

r

q
q

k l

l

k M M

i l i
i i

l

=

=

∈

− −

= =
∈

⎛ ⎞
⎜ ⎟
⎜ ⎟μ − μ
⎜ ⎟
⎜ ⎟
⎝ ⎠μ =

+ μ − μ − μ

∑

∑ ∑ ∑
∪

∪

M

M

  for  { }
1

1, 1 \
r

q
q

k M
=

∈ − ∪M                                    (24) 

 
by 

 

( ) ( )

( ) ( ) ( )

( )1

1

max min

min
1 1

max max min

1 1

1

1

r

q
q

r

q
q

k l

l

kM M

i l i
i i

l

=

=

∈

− −

= =
∈

⎛ ⎞
⎜ ⎟
⎜ ⎟μ − μ
⎜ ⎟
⎜ ⎟
⎝ ⎠ μ

+ μ − μ − μ

∑

∑ ∑ ∑
∪

∪

M

M

  { }
1

1, 1 \
r

q
q

k M
=

∀ ∈ − ∪M                                    (25) 

 
and 

 



( )

( )

( ) ( ) ( )

( )

{ }

1

1 1

1

min

1
min max* *

1 1
max max min1

1, 1 \

1 1

1

1 1
1

r

q
q

r r

q q
q qr

q
q

l

M l

M k j kM M
k

j k Mi l i
i i

l

=

= =

=

− ∈

− −
=

∈ ∈ −

= =
∈

− μ

μ = − μ = − μ − ⋅ μ

+ μ − μ − μ

∑
∑ ∑ ∑

∑ ∑ ∑
∪

∪ ∪
∪

M

M M

M

.                (26) 

 
After having mapped partially uncertain PM (12) over NN parameters into (19), (20) by (21) or (23) with 

{ }1, 2r M∈ − , (24), (26) by (25) there is applied the rule (7). If * 1J >  then the set **J  is determined within (8) — 

(11) by the section 2 remarks. 
 

4. Interval-evaluated DM elements 
 
If the value of iju  is defined intervally as (1), then firstly there comes the set { } { }1

1,JN
l l

J j N
=

= ⊆  of 
 

( )max
ij ib u   1,i M∀ =   and  { }1,j J N∀ ∈ ⊆ .                                                     (27) 

 
The results of cases with J =∅  and 1J =  are the same as in the section 1. In the case with 1JJ N= >  the values 

{ }{ }*

1

M

ij j J i
u

∈ =
 are determined as 

 
*
ij ij iju a b=   1,i M∀ =   by  { }1,j J N∀ ∈ ⊆                                                   (28) 

 
and standardized through (4) or (5). If PM over NN parameters is defined as weights (6), then there is straight out 
the rule (7) and are the rules (8) — (11) by the section 2. But when PM { } 1

M
i i=

μ  over NN parameters is partially 
defined uncertain as weights (12), then if it is mapped as (16) by (15) from (13), there is counseled it to apply the 

lj -th TA with the weight 
lj

q�  by 1, Jl N= . Otherwise, if partially uncertain PM (12) over NN parameters is 

mapped into (19), (20) by (21) or (23) with { }1, 2r M∈ − , (24), (26) by (25), then the optimal TA number is 

determined over again with rules (7), (8) — (11) by the section 2 remarks. 
 

5. Unknown PM over NN parameters 
 
What-and-how-ever defined the value of iju  is, the unknown PM over NN parameters directs to use (16) 

from (13). Then instead of the rules (7) — (11) the ( )l
J

ij M N
k

×
=K  game ensues: the second player optimal strategy 

(17) in this game shows that it is optimal to apply the lj -th TA with the weight 
lj

q�  by 1, Jl N=  inasmuch as (18) 

by (13) is true. Before this, certainly, the values { }{ }*

1

M

ij j J i
u

∈ =
 for the submatrix ( )l

J
ij M N

k
×

=K  of the matrix 

( )T
ij M N

u
×

=U  are drawn from either checking (2) into (4) or (5) or checking (27) with calculations in (28) into (4) 

or (5). 
 

Illations 
 
The formulated rules for making decisions on either selecting the optimal TA number by (7) — (11) or 

combining TA within their set { }
1

N
j j

a
=

 optimally by (17) for NN with its being controlled parameters { } 1

M
i i
r

=
 are 

valid only under the expounded convention. By that the point evaluations of DM elements and PM over NN 
parameters in (6) should be strongly reliable. The reliability of interval-evaluated DM elements by (1) and partially 

uncertain PM (12) is higher, though. And, naturally, the endpoints of segments in { }{ }1 1
;

MN

ij ij j i
a b

= =

⎡ ⎤⎣ ⎦  and 

( ) ( ){ }min max

1
;

N

i i
i=

⎡ ⎤μ μ⎣ ⎦  are not required to be as strongly reliable as the point evaluations. Actually, transition from point 



evaluations into interval evaluations often is explained with low reliability of pre-defined points { }{ }*

1 1

MN

ij j i
u

= =
 and 

weights { }*

1

M

i i=
μ  in (6). 

Unknown PM over NN parameters is a case, which is widespread at the start of functioning of NN, when 
potentialities, usage conditions and parameters of NN can be estimated only through a series of solving real practical 

problems. So no astonishing, that the decision to use PM over JN  TA { }
1

J

l

N

j l
a

=
 as the distribution in (17) at the start 

of NN functioning appears the most reliable and substantiated, although the second player optimal strategy (17) 
must be realized properly through the running multistage process of training the NN. 

Having finally solved the generalized choice task for TA, either the rules (7) — (11) or TA combination 
with weights in the second player optimal strategy (17) both ensure optimization of at least EPR, ATP, URV and 
other fundamental parameters of NN. That optimization is meant as the values of parameters of NN are converged to 
their averages, whose some convex combination is minimal or, for the case of the ( )l

J
ij M N

k
×

=K  game, is not 

greater than T⋅ ⋅X K Q
��

. 
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